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entos del Aprendizaje Automatico para las
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Parte 3: Ajustes de Modelos, Optimizaciéon de Pardmetros y Algoritmos de Aprendizaje
Avutomdtico Adicionales

Instructores: Jordan A. Caraballo-Vega, Mark L. Carroll, Jules Kouatchou, Jian Li, Caleb S. Spradlin
4 de mayo de 2023



Objetivos de esta Capacitacion

Al final de la capacitacion, los participantes podrdn

« Reconocer los métodos de aprendizaje automatico mas comunmente utilizados
para procesar datos de observacion de la Tierra

« Describir los beneficios y las limitaciones del aprendizaje automdtico para el
andlisis de datos de observacion de la Tierra

« Explicar cdmo aplicar algoritmos y técnicas de aprendizaje automatico bdsicos
de manera significativa a datos de teledeteccion

« Usar datos de entrenamiento para evaluar las condiciones y soluciones para un
estudio de caso determinado

« Completar los procedimientos bdsicos para interpretar, refinar y evaluar la
precision de los resultados del andlisis de aprendizaje automatico

NASA's Applied Remote Sensing Training Program 2 .




Recordatorio- Pre-requisitos

Prerrequisitos:

« La Sesion 1 de nuestra serie disponible a pedido, Fundamentos de |a
Percepcion Remota (Teledeteccion) o contar con experiencia equivalente
(https://appliedsciences.nasa.gov/sites/defauli/files/2023-
02/Fundamentals_of RS Span.pdf).

« Los participantes necesitardn tener acceso a Google Drive y Google Colab.
Para acceder a estos recursos, deben utilizar un correo que termine en
‘gmail.com’.

« Pondremos la grabacion de esta sesion a su disposicion dentro de 48 horas
después de la presentacion.

h NASA's Applied Remote Sensing Training Program 3 .


https://appliedsciences.nasa.gov/sites/default/files/2023-02/Fundamentals_of_RS_Span.pdf

Agenda

Parte 1:
Infroduccion al
Aprendizaje
Automatico

20 de abril de 2023

Parte 2:

Ejemplo de Datos
de Enfrenamiento y
Clasificacion de la
Cobertura Terrestre

27 de abril de 2023
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Parte 3:

Ajustes de Modelos,
Optimizacién de
Paradmetros y
Algoritmos de
Aprendizaje
Automadatico
Adicionales

4 de mayo de 2023

Tarea
Practicay

aplicacion
independientes

Fecha imite: 19 de mayo
Disponible: 4 de mayo

@
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Esquema de la Sesidon 3

« Ajuste de modelos

* Infroduccion a la optimizacion de pardmetros

« Ejercicio para optimizar un modelo existente

« Vision general de la Explicabilidad e interpretabilidad de los modelos
« Visidon general de los algoritmos de aprendizaje automatico

« FEjercicio practico en Jupyter Notebook: Mejoras al Modelo de la
Clasificacion del Agua de MODIS

« Tarea para después de la clase
« Sesion de preguntas y respuestas

Recursos para esta capacitacion
hitps://github.com/NASAARSET/ARSET_ML_Fundamentals

h NASA's Applied Remote Sensing Training Program



https://github.com/NASAARSET/ARSET_ML_Fundamentals

Objetivos de Capacitacion

Después de participar en esta capacitacion, quienes asistieron podrdn:

Reconocer los métodos de optimizacion mds comunes para los algoritmos de
aprendizaje automdatico que se utilizan para el procesamiento de datos de
Ciencias de la Tierra

Describir los beneficios y las limitaciones de la optimizacion de los algoritmos
de aprendizaje automatico para el andlisis de Ciencias de la Tierra

Explicar como aplicar técnicas de inteligencia artificial para algoritmos de
aprendizaje automdatico de manera significativa a datos de teledeteccion

NASA’s Applied Remote Sensing Training Program




Ajuste y Optimizacion de Modelos
Formador: Jordan A. Caraballo-Vega



Resumen de la Sesion 2

Entrenamos un modelo Random Forest
que realiza una clasificacion binaria
de pixeles con agua y sin agua
utilizando datos de reflectancia
superficial de MODIS.

Evaluamos nuestro modelo utilizando
nuestro conjunto de datos de prueba
y realizamos inferencias utilizando
Mosaicos raster.

Nuestro modelo pudo identificar con
éxito pixeles de agua, pero fambién
identificamos ubicaciones donde
hace falta mejorar el modelo.

NASA’s Applied Remote Sensing Training Program
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Ajuste y Optimizacion de Modelos

* Su primer modelo no siempre serd el
MAs preciso.

* La mayoria de las inferfaces de
programacion de aplicaciones eaming_fate
(Application Programming Interface

O API) de los modelos de ML
incluirdn hiperpardmetros max_depth
max_leaf _nodes I

Hyperparameter Importances

predeterminados para inicializar su
modelo, lo que puede servir de
punto de partida.

* Estos hiperpardmetros se .
establecen antes de que comience
el proceso de aprendizaje e

Hyperparameter

influirdn en la convergencia del [2_regularization
modelo.
* Tenemos varias opciones para 0.0 0.2 0.4 0.6 0.8

Importance for Objective Value

mejorar nuestro modelo antes de

agregar o generar mas datos de , , ,
entrenamiento. Importancias de Hiperparametros

NASA's Applied Remote Sensing Training Program 10 .




Ajuste y Optimizacion de Modelos, Continuacion

La mayor parte del tiempo en que no
estamos optimizando nuestros
modelos para las caracteristicas mas
comunes, estamos intfentando
mejorar nuestro modelo para que
pueda generalizarse a fravés de
caracteristicas poco comunes.

Al gjustar el modelo, podemos
mMaximizar su rendimiento y obtener la
mayor tasa de rendimiento posible.

El ajuste de modelos en general es el
proceso experimental de encontrar
los valores optimos de 1os
hiperpardmetros para maximizar el
rendimiento del modelo.

NASA’s Applied Remote Sensing Training Program

Hyperparameters Parameters

n_layers = 3
n_neurons = 512
learning_rate = 0.1

Weights
optimization

Tt

n_layers = 3
n_neurons = 1024
learning_rate = 0.01

Weights
optimization

n_layers =5
n_neurons = 256
learning rate = 0.1

Weights
optimization

22

tit

22

Esta es una méftrica para la cual vamos
a querer optimizar.
Fuente de la Imagen: medium.com

Score

80%

92%



Técnicas para el Ajuste de Modelos

* Se debe identificar y establecer un
criterio de evaluacion solido antes del
ajuste del modelo para optimizar los
pardmetros de ajuste hacia el objefivo

P = == = === = = = = )

———————

Hyperparameter Tuning

v

Apply search method (Grid, Random, Bayesian)
on one hyperparameter set
T

[ > v

Select the hyperparameter set with the best

especifico. Select net yperparameters S Cross validation R

1 e Grid search: All : : [

* Ajuste manual del modelo; | o e | ¥
los valores de los hiperpardmetros se | predefined munber of i e —— o

I combinations are tested. For each fold train the Machine learning model |

establecen en funcion de la intuicidn | + Bayesian Optimization: i T N

o la experiencia pasada. Luego, el i sl | P — ]
modelo se entrena y evalua para : b | 7 =
determinar el rendimiento utilizando i inaion cltca e | Average Accurecy o

el conjunto respectivo de | . P80 Comegnce | o
hiperparadmetros. ; femination citria e | B epanmeter st N

« Ajuste de modelos automatizado: | | - i

los valores optimos de los
hiperpardmetros se encuentran a
fravés de algoritmos. Aqui, definimos
un espacio de busqueda de
hiperpardmetros desde el cual se
selecciona el conjunto optimo de
valores de hiperpardmetros.

NASA's Applied Remote Sensing Training Program

average Accuracy obtained

e o e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e E e e e R e e e e e e e Em e e e e em Em e e e e e e = e

ajuste de modelos automatizado.

Flujo de trabajo del ajuste de hiperpardmetros.
Hyperopt es una herramienta excelente para el



Técnicas para el Ajuste de Modelos

Grid search Random search

| o © )

* BUsqueda en cuadricula: el usuario define un S| 7 7 Tkommm| 5| o @ o kopimm

conjunto de valores para cada hiperparadmetro S A S e - T

para formar una cuadricula. Se prueban Sloo o A e
diferentes combinaciones de estos valores de gl L gle | °

hiperpardmetros y la combinacién que produce T 7 7 o |o ©

el mejor resultado se selecciona como el
conjunto final de hiperpardmetros 6ptimos.

BUsqueda aleatoria: el algoritmo solo probard
combinaciones aleatorias de valores de
hiperpardmetros en vez de todas las
combinaciones posibles.

BUsqueda bayesiana: realiza un seguimiento de
los resultados de evaluaciones pasadas para
formar la informacion utilizada para tomar
decisiones futuras al seleccionar valores futuros
de hiperpardmetros.

Al final, la combinacion que produzca el mejor
resulfado a partir de esto es la que se selecciona
como el conjunto optimo de hiperpardmetros.

NASA’s Applied Remote Sensing Training Program

Hyper-parameter 2

Hyper-parameter 1

Hyper-parameter 1

(2)

Acquisition function

}

Bayesian optimization Bayesian optimization

@ % Opti
ptimum
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O

Hyper-parameter 2
®
@

Hyper-parameter 1 Hyper-parameter 1

L

Surrogate model

(b)

Optimizacion en cuadricula, aleatoria y bayesiana

ilustradas. Kim et al. (2021),

https://doi.org/10.1109/ACCESS.2021.3051619
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Ejercicio: Ajuste y Optimizacion del
Modelo Random Forest
Formador: Jordan A. Caraballo-Vega
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Explicabilidad e Interpretabilidad de los Modelos — XAl

A medida que llegamos @
depender de las inferencias
proporcionadas por los
modelos de aprendizaje
automatico, es importante
que estos modelos sean
precisos e interpretables.

NASA’s Applied Remote Sensing Training Program

‘ Hybrid modelling approaches
X AT’s future New explainability-preserving modelling approaches
research arena Interpretable feature engineering
High
P
Q
(av] Post-hoc explainability techniques
55 Interpretability-driven model designs
Q
Q
av
i
4P)
e,
é)
Low

Model interpretability

Arrieta et al. (2019), https://doi.org/10.3389/fnsys.2021.766980



https://doi.org/10.3389/fnsys.2021.766980

;Por Qué Necesitamos Modelos Confiables? — XAl

« La precision puede que no sed
S U ﬁC i e A Te . ‘ Hybrid modelling approaches

X AT’s future New explainability-preserving modelling approaches
research arena Interpretable feature engineering

« Los modelos de aprendizgje High
automdtico deben ser
confiables.

Post-hoc explainability techniques
Interpretability-driven model designs

« La confiabilidad estd
determinada por la
interpretabilidad y la robustez.

Model accuracy

» Interpretabilidad: podemos
explicar por qué se predijo un
resultado determinado. Low

Low High

* Robustez: la entrada puede ser Model interpretability

ruidosa; aun asi logramos
predicciones precisas. Arrieta et al. (2019), https://doi.org/10.3389/fnsys.2021.766980

NASA's Applied Remote Sensing Training Program 17 .
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Enfoques de Explicabilidad Post-hoc- XAl

Uno de los métodos mas
comunes para lograr un
modelo de ML interpretable
es a tfravés de métodos
de explicacion post-hoc
(es decir, después de
entrenar el modelo).

Estos métodos utilizan la
salida del modelo junto
con las entradas para
extraer informacion sobre
las decisiones del
modelo.

NASA’s Applied Remote Sensing Training Program

Model
simplification

Black-bhox

model relevance
x— M, |=¥ | :>
x = (z',..,z")

x;: input instance

" Explanatory examples
tor the model:"
XA WA

xXE FFUE
e )

Arrieta et al. (2019), https://doi.org/10.3389/fnsys.2021.766980 .
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Explicabilidad e Interpretabilidad de los Modelos — XAl

Una herramienta
comunmente utilizada
es SHAP (SHapley
Additive exPlanations).

SHAP es un enfoque
agnostico en cuanto
al modelo que puede
calcular una
puntuacion aditiva de
la importancia de las
caracteristicas para
cada prediccion.

NASA’s Applied Remote Sensing Training Program

Usando Valores SHAP para Explicaciones Locales

Usando valores de Shapely para generar explicaciones de
decisiones singulares para modelos de caja negra (black box)

Black-box
model
Local _ - -
x—~ My —~Y explanations Cr . AN
1 n / Xz y’t \
x = (z',...,z") l > \ _'M‘P_' .
X;: input instance ’ S~ -

Arrieta et al, 2019

sur_refl_b01_1 sur_refl_b02_1 sur_refl_b03_1 sur_refl_b04_1 sur_refl_b06_1 sur_refl_b07_1 ndvi ndwil ndwi2

137 177 132 236 797 286 7914 1925 6090

0.58

025 030 035 0.40 045 050 055 060 065 070
ar_refl_b01_1 ur_refl_b03 ar_refl_k 1 ur_refl_b06_1 ¥

Fuente de la Imagen: https://shap.readthedocs.io/en/latest/index.html



https://shap.readthedocs.io/en/latest/index.html

Atencion y Explicabilidad - XAl

* Los transformadores visuales
(Visual Transformers o ViT)
pueden generar mapas de
afencion como salida.

 Los mapas de atencion son la
salida intermedia del modelo
que resalta la regidon
importante en la imagen para
la clase objetivo.

« La visualizacion de mapas de
atencion puede llevar a una
mejor comprension de como
el modelo procesa las entradas
y cudles son las caracteristicas
mas importantes para la

: P Imdagenes de teledeteccion y visualizacion de mapas de
pred|CC|on. atencion en diferentes moédulos. Shamsolmoali et al. (2020),
NASA's Applied Remote Sensing Training Program https://doi.org/ 10.1109/TGRS.2021.3112481 20
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Ejercicio: Explicabilidad e Interpretabilidad

de los Modelos - XAl
Formador: Caleb S. Spradlin



Para Concluir
Formador: Jordan A. Caraballo-Vega



Para Concluir

e Hemos:

— Proporcionado una base sobre los fundamentos del aprendizaje automatico
para las Ciencias de la Tierra usando un problema de clasificacion binaria
como ejemplo.

— Presentado el concepto general del aprendizaje automatico y los posibles
escenarios de sus beneficios en diferentes dominios.

— Proporcionado la base para producir un conjunto de datos de prueba,
validacion y entrenamiento eficaz a partir de fuentes de datos raster y
tabulares.

— Proporcionado las herramientas para entrenar y realizar la inferencia de un
modelo Random Forest, incluso su ajuste fino y analisis XAl.

Esta es solo una infroduccion al campo muy amplio que es el Aprendizaje
Automdtico. Los fundamentos aprendidos en esta capacitacion
proporcionardn la base para comprender la literatura y saber cudndo un
algoritmo especifico podria ser el mas aplicable.

NASA's Applied Remote Sensing Training Program 23 .




Contactos

« Insfructores:
— Jordan A. Caraballo-Vega: jordan.a.caraballo-vega@nasa.gov
— Jules Kouatchou: jules.kouatchou-1@nasa.gov

— Caleb S. Spradlin: caleb.s.spradlin@nasa.gov
— Jian Li: jlan.li@nasa.gov

« Pdagina Web de la Capacitacion:

— https://appliedsciences.nasa.gov/join-mission/training/spanish/arset-
fundamentos-del-aprendizaje-automatico-para-las-ciencias-de-la

* Pdagina Web de ARSET: Check out our sister programs:
— https://appliedsciences.nasa.gov/arset

Sl ¥

/\\ £7 )
'Q.'J
SERVIR
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;Preguntas?

Por favor escriban sus preguntas
en la ventana de “Questions”.
Las responderemos en el orden
que las recibimos.

Publicaremos las preguntas y
respuestas a la pagina web de
la capacitacion después de la
conclusion del webinar.

NASA’s Applied Remote Sensing Training Program

TRAINING

ARSET - Fundamentos del Aprendizaje
Automatico para lasCiencias de la Tierra




iGracias!
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